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Abstrak - Perkembangan teknologi analisis citra digital meningkatkan kebutuhan terhadap metode texture feature
extraction untuk memperoleh karakteristik tekstur pada berbagai bidang, seperti citra medis, remote sensing,
deteksi cacat industri, dan image retrieval. Perkembangan metode ekstraksi fitur tekstur menyebabkan perlunya
kajian untuk memetakan tren penelitian, mengevaluasi performa metode, serta mengidentifikasi peluang
pengembangan penelitian. Penelitian ini bertujuan menganalisis tren dan mengevaluasi kinerja metode texture
feature extraction pada analisis citra digital menggunakan pendekatan Systematic Literature Review (SLR)
berbasis PRISMA melalui tahapan identifikasi, penyaringan, evaluasi kelayakan, dan seleksi artikel. Sebanyak 45
artikel dari basis data SCOPUS dianalisis berdasarkan metode yang digunakan, bidang penerapan, parameter
evaluasi, dan performa metode. Hasil penelitian menunjukkan bahwa metode Gray Level Co-occurrence Matrix
(GLCM) dan Local Binary Pattern (LBP) masih banyak digunakan karena kompleksitas komputasi yang rendah
dan performa yang baik pada dataset tertentu. Selain itu, metode berbasis deep learning, khususnya Convolutional
Neural Network (CNN), menunjukkan tren peningkatan karena mampu melakukan ekstraksi fitur otomatis dengan
tingkat akurasi lebih tinggi. Penelitian ini menyimpulkan bahwa integrasi metode konvensional dan deep learning
menjadi arah pengembangan yang potensial untuk meningkatkan performa analisis citra digital.

Kata Kunci: analisis citra digital, deep learning, systematic literature review, texture feature extraction, tren
penelitian

I. PENDAHULUAN sumber daya komputasi tinggi (LeCun et al., 2015;
Litjens et al., 2017). Beberapa penelitian
Teknologi pengolahan citra digital (digital menunjukkan perkembangan metode fexture feature
image processing) berkembang pesat dan banyak extraction menuju multi-scale feature extraction,
dimanfaatkan dalam computer vision, kecerdasan attention mechanism, dan transfer learning untuk
buatan (artificial intelligence), serta analisis data meningkatkan performa analisis citra digital.
visual. Salah satu proses penting dalam analisis citra Namun, penelitian sebelumnya umumnya berfokus
digital adalah texture feature extraction, yaitu teknik pada pengembangan metode tertentu tanpa
untuk mengekstraksi karakteristik tekstur citra yang memberikan gambaran menyeluruh mengenai tren
digunakan pada klasifikasi, segmentasi, deteksi perkembangan, evaluasi performa, serta peluang
objek, dan pengenalan pola (Gonzalez & Woods, penelitian pada berbagai bidang penerapan. Selain
2018; Szeliski, 2022). Informasi tekstur berperan itu, masih terdapat tantangan seperti sensitivitas
penting dalam merepresentasikan pola permukaan terhadap noise dan pencahayaan, tingginya
dan karakteristik objek sehingga banyak diterapkan kompleksitas komputasi, serta belum adanya standar
pada citra medis, remote sensing, deteksi cacat dataset dan parameter evaluasi yang seragam
industri, image retrieval, dan klasifikasi citra satelit (LeCun et al., 2015; Liu et al., 2019).
(Tuceryan & Jain, 1998; Humeau-Heurtier, 2019). Berdasarkan permasalahan tersebut, penelitian
Perkembangan metode ekstraksi fitur tekstur ini bertujuan untuk menganalisis tren perkembangan
mengalami perubahan signifikan, mulai dari metode metode texture feature extraction, mengevaluasi
konvensional seperti Gray Level Co-occurrence performanya pada berbagai bidang analisis citra
Matrix (GLCM), Local Binary Pattern (LBP), dan digital, serta mengidentifikasi tantangan dan peluang
Histogram of Oriented Gradients (HOG), hingga penelitian di masa mendatang menggunakan
metode berbasis deep learning seperti Convolutional pendekatan Systematic Literature Review (SLR)
Neural Network (CNN), Vision Transformer (ViT), berbasis PRISMA.
dan metode hybrid (Liu et al., 2019; Ojala et al.,
2002). Metode konvensional memiliki kompleksitas II. TINJAUAN PUSTAKA
komputasi rendah dan implementasi sederhana,
namun masih terbatas dalam menangani tekstur Penelitian mengenai fexture feature extraction
kompleks, perubahan pencahayaan, dan noise. pada analisis citra digital telah berkembang pesat
Sebaliknya, metode deep learning mampu dan diterapkan pada berbagai bidang, seperti citra
melakukan ekstraksi fitur otomatis dengan performa medis, remote sensing, deteksi cacat industri, dan
lebih tinggi, tetapi membutuhkan dataset besar dan image retrieval. Beberapa penelitian menunjukkan
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bahwa metode konvensional, seperti Gray Level Co-
occurrence Matrix (GLCM), Local Binary Pattern
(LBP), dan Histogram of Oriented Gradients
(HOG), masih banyak digunakan karena memiliki
kompleksitas komputasi yang relatif rendah dan
efektif pada dataset berukuran kecil hingga
menengah (Dong et al., 2025; Li et al., 2025). Seiring
perkembangan teknologi, metode berbasis deep
learning, seperti Convolutional Neural Network
(CNN) dan Vision Transformer (ViT), mulai banyak
digunakan karena mampu melakukan ekstraksi fitur
secara otomatis dengan tingkat akurasi yang lebih
tinggi (Lahraichi et al., 2025; Lu et al., 2025). Selain
itu, beberapa penelitian juga mengembangkan
metode hybrid yang menggabungkan pendekatan
konvensional dan  deep  learning  untuk
meningkatkan representasi fitur tekstur dan
mengatasi keterbatasan metode tunggal (Page et al.,
2021; Kitchenham & Charters, 2007).

Meskipun penelitian mengenai texture feature
extraction terus berkembang, sebagian besar
penelitian sebelumnya masih berfokus pada
pengembangan metode tertentu pada domain
aplikasi yang spesifik sehingga belum memberikan
gambaran menyeluruh mengenai tren perkembangan
metode, bidang penerapan dominan, serta evaluasi
performa antar metode pada berbagai konteks
analisis citra digital. Selain itu, masih terdapat
tantangan seperti sensitivitas terhadap noise dan
pencahayaan, tingginya kompleksitas komputasi,
serta belum adanya standar evaluasi yang seragam
(Haralick et al., 1973).

Berdasarkan kondisi tersebut, penelitian ini
menggunakan pendekatan Systematic Literature
Review (SLR) berbasis PRISMA untuk memberikan
pemetaan yang lebih komprehensif mengenai
perkembangan metode texture feature extraction.
Kebaruan penelitian ini terletak pada analisis
terintegrasi terhadap tren penelitian, performa
metode, bidang aplikasi dominan, serta identifikasi
research  gap  sebagai dasar rekomendasi
pengembangan penelitian selanjutnya.

II1. METODE PENELITIAN

Penelitian ini menggunakan metode Systematic
Literature Review (SLR) dengan pendekatan
PRISMA (Preferred Reporting Items for Systematic
Reviews and Meta-Analyses) untuk menganalisis
tren perkembangan, evaluasi kinerja, serta arah
penelitian metode fexture feature extraction pada
analisis citra digital. Pendekatan ini digunakan untuk
memperoleh kajian yang sistematis, terstruktur, dan
transparan melalui proses identifikasi, seleksi,
hingga analisis artikel ilmiah (Page et al., 2021).
Tahapan penelitian pada studi ini ditunjukkan pada
Gambar 1.
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A. Research Question

Secara khusus, penelitian ini dirancang untuk
menjawab lima Research Questions (RQ) berikut:
RQ1: Metode texture feature extraction apa yang
paling banyak digunakan pada penelitian analisis
citra digital?
RQ2: Bagaimana tren perkembangan penelitian
metode fexture feature extraction berdasarkan
publikasi artikel yang dianalisis?
RQ3: Bidang aplikasi apa yang paling banyak
menerapkan metode texture feature extraction pada
analisis citra digital?
RQ4: Bagaimana performa metode fexture feature
extraction berdasarkan parameter evaluasi yang
digunakan pada penelitian sebelumnya?
RQS: Apa saja kelebihan, keterbatasan, dan
research gap dari masing-masing metode texture
feature extraction pada penelitian sebelumnya?

B. Search Process

Tahap search process dilakukan untuk
memperoleh artikel ilmiah yang relevan terkait
texture feature extraction pada analisis citra digital.
Pencarian literatur dilakukan melalui database
SCOPUS sebagai sumber utama artikel ilmiah
karena memiliki cakupan luas pada bidang computer
vision, image processing, dan artificial intelligence.
Proses pencarian menggunakan kata kunci seperti
texture feature extraction, texture analysis, digital
image analysis, feature extraction, dan computer
vision. Artikel yang dipilih merupakan jurnal dan
prosiding konferensi pada rentang tahun 2017-2025.
Pada tahap awal diperoleh sebanyak 1.292 artikel
yang selanjutnya diproses melalui tahapan seleksi
berbasis PRISMA (Page et al., 2021).

C. Inclusion and Exclusion

Tahap inclusion and exclusion dilakukan
melalui proses screening dan seleksi artikel
berdasarkan kriteria inklusi dan eksklusi untuk
memastikan kualitas serta relevansi artikel terhadap
tujuan penelitian. Proses screening dilakukan
dengan meninjau judul, abstrak, kata kunci, dan isi
artikel untuk memastikan keterkaitan dengan metode
texture feature extraction. Artikel duplikat, tidak
relevan, atau tidak membahas ekstraksi fitur tekstur
secara spesifik dieliminasi dari proses seleksi.

Berdasarkan identifikasi awal diperoleh 1.292
artikel, kemudian 122 artikel dieliminasi karena
tidak sesuai dengan topik penelitian. Selanjutnya,
sebanyak 1.170 artikel masuk ke tahap evaluasi full
text. Hasil evaluasi menunjukkan 1.125 artikel
dikeluarkan karena tidak memenubhi kriteria, seperti
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tidak membahas ekstraksi fitur tekstur secara
spesifik atau tidak memiliki evaluasi metode yang
jelas. Setelah proses seleksi, diperoleh 45 artikel
utama yang digunakan dalam penelitian. Diagram
seleksi artikel berbasis PRISMA ditunjukkan pada
Gambar 2 (Page et al., 2021).
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Gambar 2. Diagram PRISMA.

Untuk memastikan kualitas dan relevansi
artikel yang digunakan, penelitian ini menerapkan
kriteria  inklusi dan eksklusi sebagaimana
ditunjukkan pada Tabel 1.

Tabel 1. Kriteria Inklusi dan Eksklusi Penelitian
Kriteria Eksklusi

Artikel tidak relevan
dengan texture analysis

Kriteria Inklusi

Artikel membahas metode
texture feature extraction

Artikel hanya membahas
pengolahan citra secara
umum

Menggunakan dataset citra
digital

Dipublikasikan pada jurnal
atau  konferensi ilmiah
terindeks

Publikasi tahun 2017-2025 | Artikel duplikat

Artikel tersedia dalam bentuk| Artikel ~ tidak  dapat
full text diakses secara lengkap

Artikel tidak memiliki
evaluasi metode

Artikel yang memenuhi kriteria inklusi
selanjutnya digunakan dalam proses ekstraksi data
dan analisis metode fexture feature extraction.

D. Quality Assessment

Tahap quality assessment dilakukan untuk
menilai kualitas artikel yang telah lolos proses
seleksi. Penilaian dilakukan berdasarkan kesesuaian
topik penelitian, kejelasan metodologi, kelengkapan
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evaluasi metode, serta relevansi hasil penelitian
terhadap tujuan penelitian. Tahap ini bertujuan
memastikan artikel yang digunakan memiliki
kualitas ilmiah yang memadai sehingga hasil analisis
dapat dilakukan secara lebih objektif dan sistematis.

E. Data Extraction

Tahap data extraction dilakukan terhadap 45
artikel terpilih dengan mengumpulkan informasi
penting yang berkaitan dengan penelitian. Informasi
yang diekstraksi meliputi metode fexture feature
extraction yang digunakan, jenis dataset citra,
bidang penerapan, parameter evaluasi, serta
kontribusi penelitian yang ditawarkan. Bidang
penerapan yang dianalisis mencakup citra medis,
remote sensing, deteksi objek, surface defect
detection, image retrieval, dan klasifikasi citra
digital.

Informasi yang diekstraksi dari artikel terpilih
meliputi metode fexture feature extraction, jenis
dataset citra, bidang penerapan, parameter evaluasi,
serta kontribusi penelitian. Ringkasan aspek analisis

artikel yang digunakan dalam penelitian ini
ditunjukkan pada Tabel 2.
Tabel 2. Aspek Analisis Artikel Penelitian
Aspek -
Analisis Deskripsi
Metode Tpkmk texture feature extraction yang
digunakan
Dataset Jenis dataset citra yang digunakan
Bidang .
penerapan Domain penggunaan metode
Akurasi, presisi, robustness,
Parameter . . .
. kompleksitas komputasi, dan metrik
evaluasi .
lainnya
Kontribusi Inovasi atau pengembangan metode
penelitian yang ditawarkan

Berdasarkan aspek analisis tersebut, dilakukan
proses ekstraksi data terhadap 45 artikel yang lolos
seleksi PRISMA. Hasil ekstraksi data digunakan
untuk mengidentifikasi metode texture feature
extraction, bidang penerapan, tren penelitian, serta
temuan utama pada masing-masing penelitian.

Ringkasan hasil mapping artikel penelitian
ditunjukkan pada Tabel 3.
Tabel 3. Ekstraksi Data Artikel
N | Penulis/ Metode g:;i;?g Temuan
o Tahun Utama
pan
1 | Alhassa | Shape Klasifik | Metode
netal. Index, asi meningkat
(2022) Texture Tekstur | kan
Feature akurasi
klasifikasi
tekstur
multi-arah.
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Bidang

12 l:;’:]:lllllli/ Metode Penera TS:Z::::I

pan

2 | Liuetal. | Improved Analisis | Meningkat
(2024) SIFT Citra kan

Digital kecepatan
dan
akurasi
image
stitching.

3 | Baietal. | Adversaria | Remote | Memberik
(2021) [ Shape Sensing | an

Learning segmentasi
objek yang
lebih
akurat.

4 | Chenet | Dynamic Surface | Meningkat
al. Texture Defect kan
(2025) Feature Detectio | deteksi

n cacat
tekstur
kain.

5 | Kimet Texture Image Meningkat
al. Feature Retrieva | kan
(2024) Fusion / performa

retrieval
citra.

6 | Donget | Wavelet Klasifik | Pendekata
al. Convolutio | asi Citra | n multi-
(2025) n scale

meningkat
kan
akurasi
klasifikasi.

7 | Lietal. | Improved Analisis | Strategi
(2025) Feature Tekstur | dua tahap

Extraction meningkat
kan
performa
ekstraksi
fitur.

8 | Lahraich | Vision Deteksi | ViT efektif
ietal Transform | Anomal | pada
(2025) er (ViT) i tekstur

kompleks.

9 | Lietal. | Autoencod | Klasifik | Autoencod
(2024) er Feature | asi er

Extraction | Tekstur | meningkat
kan
representa
si fitur
tekstur.

1 | Lietal. Wavelet- Analisis | Meningkat

0 | (2025) based Biometr | kan

Texture ik deteksi

Mining manipulasi
wajah.

1 | Lietal. | Diffusion- | Analisis | Mendukun

1 | (2023) based Citra g kompresi

Compressi fitur secara

on scalable.

1 | Lietal. | Statistical | Remote | Meningkat

2 | (2018) Texture Sensing | kan

Model retrieval
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Bidang

1: l?:l?;ﬁ/ Metode Penera Té:::ln:n
pan
citra
satelit.
1 | Litjens CNN- Citra CNN
3 | etal based Medis menunjuk
(2017) Feature kan
Extraction performa
tinggi pada
citra
medis.
1 | Liuetal. | Bagof Klasifik | CNN
4 | (2019) Words, asi mendomin
CNN Tekstur | asi
perkemban
gan texture
representa
tion.
1 | Luetal. | YOLOvS Deteksi | Memberik
5 | (2025) dan Objek an akurasi
Texture tinggi pada
Feature multi-scale
object
detection.
1 | Mishra Texture Image Texture
6 | & Feature Retrieva | feature
Silakari | Retrieval / efektif
(2021) pada
retrieval
citra.
1 | Mohanai | Texture- Citra Tekstur
7 | ahetal. | based Medis membantu
(2014) Classificati klasifikasi
on lesi hati.
1 | Ojalaet | Local Klasifik | LBP
8 | al. Binary asi efektif
(2002) Pattern Tekstur | pada pola
(LBP) tekstur
lokal.
1 | Reddy & | GLCM dan | Citra GLCM
9 | Kumar PCA4 Medis meningkat
(2020) kan
ekstraksi
fitur citra
medis.
2 | Singhet | Extended Klasifik | Memberik
0 | al Binary asi an
(2024) Pattern Tekstur | robustness
lebih baik
terhadap
variasi
tekstur.
2 | Wanget | Statistical | Image Kombinasi
1 | al & Local Retrieva | fitur
(2020) Pattern / meningkat
Feature kan
performa
retrieval.
2 | Wanget | Rotation- Analisis | Robust
2 | al equivariant | Tekstur | terhadap
(2025) Feature rotasi
Extraction tekstur.
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N | Penulis/ Metode g::il;g Temuan N | Penulis/ Metode I;:(Iil:?g Temuan

o Tahun Utama o Tahun Utama

pan pan

2 | Zhanget | LT-LBP Citra Kombinasi 3 | Chenet | Multi- Surface | Meningkat

3 | al dan Deep Medis LBP dan 3 | al wavelet Defect kan
(2024) Learning deep (2024) dan Detectio | akurasi

learning Autoencod | n klasifikasi
meningkat er cacat baja.
kan 3 | Do& Statistical Image Meningkat
akurasi. 4 | Vetterli Wavelet Retrieva | kan

2 | Zhouet | MSCNet Surface | Texture (2010) Modeling 1 diskrimina

4 | al Texture Defect enhancem si fitur
(2022) Enhancem | Detectio | ent tekstur.

ent n meningkat 3 | Farella Texture- Analisis | Mendukun
kan 5 | etal. based Citra g
deteksi (2020) Image Digital digitalisasi
retakan. Analysis objek

2 | Zhanget | GLCM Remote | Efektif heritage.

5 | al Fusion Sensing | untuk 3 | Gletsos Texture Citra Texture
(2017) Algorithm ekstraksi 6 | etal Feature & | Medis feature

tekstur (2007) Ensemble efektif
citra Classifier untuk
satelit. diagnosis

2 | Zhaoet | Adaptive Klasifik | Adaptif lesi hati.

6 | al LBP asi terhadap 3 | Gonzale | Pengolaha | Analisis | Menjadi
(2019) Tekstur | variasi 7 |z& n Citra Citra dasar teori

tekstur. Woods Digital Digital texture

2 | Humeau | Survey Analisis | Menjelask (2018) feature

7 |- Texture Tekstur | an extraction.
Heurtier | Extraction perkemban 3 | Haralick | Gray Level | Analisis | Menjadi
(2019) gan 8 | etal. Co- Tekstur | dasar

metode (1973) occurrence pengemba
texture Matrix ngan
extraction. (GLCM) metode

2 | Karthike | GLCM, Citra Kombinasi GLCM.

8 | yan& LBP, Medis metode 3 | Kitchen | Systematic | Metodol | Menjadi
Poongod | GLRLM meningkat 9 | ham & Literature ogi acuan
i(2018) kan Charters | Review Peneliti | metode

klasifikasi (2007) an SLR.
citra. 4 | Lazebni | Patch- Klasifik | Sampling

2 | Kiani Texture Analisis | Menunjuk 0 | ketal. based asi patch

9 | (2022) Classificati | Tekstur | kan tren (2012) Texture Tekstur | meningkat

on Review penelitian Sampling kan
texture klasifikasi
classificati tekstur.
on. 4 | LeCun Convolutio | Artificia | CNN

3 | Kumar Review Analisis | Membahas 1 | etal nal Neural |1 mendukun

0 | & Singh | Feature Tekstur | perkemban (2015) Network Intellige | g
(2021) Extraction gan (CNN) nce automatic

metode feature
texture learning.
extraction. 4 | Paragios | Generative | Segmen | Segmentas

3 | Alhichri | Deep Klasifik | Kombinasi 2 | & Texture tasi i tekstur

1 | etal Learning asi Citra | entropy Deriche | Model Citra menjadi
(2021) & Entropy dan CNN (2008) lebih

Texture meningkat adaptif.
kan 4 | Szeliski | Computer Analisis | Menjadi
performa 3 | (2022) Vision Citra referensi
klasifikasi. Feature Digital utama

3 | Chen& | Wavelet Klasifik | Wavelet Analysis computer

2 | Li Transform | asi efektif vision
(2008) ation Tekstur | pada modern.

tekstur 4 | Tucerya | Texture Analisis | Menjadi
multi- 4 | n&Jain | Analysis Tekstur | dasar teori
skala. (1998)
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N | Penulis/ Metode g::i:g Temuan
0 Tahun Utama
pan
Framewor texture
k analysis.
4 | Wouwer | Wavelet Image Wavelet
5 | etal Gaussian Retrieva | meningkat
(2006) Distributio | | kan
n discrimina
tive
feature
tekstur.
F. Analysis
Tahap analysis dilakukan dengan
mengelompokkan metode berdasarkan karakteristik
algoritma, pendekatan ekstraksi fitur, bidang

penerapan, serta parameter evaluasi yang digunakan.
Metode yang dianalisis mencakup pendekatan
konvensional seperti Gray Level Co-occurrence
Matrix (GLCM), Local Binary Pattern (LBP),
Histogram of Oriented Gradients (HOG), dan
wavelet transform, serta metode berbasis deep
learning seperti Convolutional Neural Network
(CNN), Vision Transformer (ViT), attention
mechanism, dan metode hybrid (Humeau-Heurtier,
2019; Liu et al., 2019). Analisis dilakukan untuk
mengidentifikasi tren perkembangan metode,
performa, serta efektivitas penerapan pada berbagai
konteks analisis citra digital.

G. Result

Tahap terakhir adalah result, yaitu penyajian
hasil analisis penelitian untuk mengevaluasi
performa metode texture feature extraction
berdasarkan parameter seperti akurasi, sensitivitas
terhadap noise, kompleksitas komputasi, efisiensi
ekstraksi fitur, dan kemampuan generalisasi model
pada berbagai dataset citra digital. Selain itu,
dilakukan identifikasi research gap berdasarkan
tantangan yang masih ditemukan, seperti sensitivitas
terhadap noise, kebutuhan dataset besar pada metode
deep learning, tingginya kompleksitas komputasi,
serta belum adanya standar dataset dan evaluasi yang
seragam. Hasil evaluasi ini digunakan sebagai dasar
dalam menganalisis tren perkembangan penelitian
serta peluang pengembangan metode fexture feature
extraction di masa mendatang.

IV. HASIL DAN PEMBAHASAN

Bagian ini memaparkan hasil analisis terhadap
45 artikel penelitian yang telah lolos proses seleksi
berdasarkan metode PRISMA. Analisis dilakukan
untuk mengidentifikasi perkembangan metode
texture feature extraction, tren penelitian, bidang
penerapan, performa metode, serta berbagai
tantangan dan research gap pada penelitian analisis
citra digital (Liu et al., 2024).
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Hasil penelitian disusun berdasarkan Research
Question (RQ) yang telah dirumuskan sebelumnya
dan disajikan dalam bentuk tabel serta penjelasan
deskriptif untuk mempermudah interpretasi hasil
(Page et al., 2021).

A. Karakteristik Artikel Penelitian

Berdasarkan proses seleksi PRISMA, diperoleh
45 artikel penelitian yang dianalisis berdasarkan
tahun publikasi, metode texture feature extraction,
dan bidang penerapan. Hasil analisis menunjukkan
bahwa penelitian terkait texture feature extraction
mengalami peningkatan dalam beberapa tahun
terakhir, terutama sejak berkembangnya metode
berbasis deep learning (Humeau-Heurtier, 2019;
Liu et al, 2019). Distribusi publikasi artikel
berdasarkan artikel yang dianalisis ditunjukkan pada
Gambar 3.

1

12

10

Jumlah Artikel

2017 2018 2019 2020 2021 2022 2023 2024 2025
Tahun

Gambar 3. Distribusi publikasi artikel berdasarkan
tahun.

Berdasarkan Gambar 3, jumlah publikasi
penelitian terkait fexture feature extraction
menunjukkan tren peningkatan dari tahun ke tahun.
Peningkatan tertinggi terjadi pada periode 2023—
2025, yang menunjukkan bahwa topik ekstraksi fitur
tekstur masih aktif dikembangkan, khususnya pada
analisis citra digital berbasis deep learning (Liu et
al., 2019).

Selain berdasarkan tahun publikasi, artikel juga
dianalisis berdasarkan bidang penerapan. Hasil
analisis menunjukkan bahwa citra medis menjadi
bidang yang paling banyak menerapkan metode
texture feature extraction. Distribusi bidang
penerapan ditunjukkan pada Tabel 4.

Tabel 4. Distribusi Bidang Penerapan Texture
Feature Extraction.

Jumlah
Artikel
2

Bidang Penerapan

Citra medis

Remote sensing

Surface defect detection
Image retrieval

Deteksi objek

N |\ | |0 |—
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. Jumlah

Bidang Penerapan Artikel
Klasifikasi citra umum 4
Analisis biometrik 3

Berdasarkan Tabel 4, bidang citra medis
menjadi domain penelitian yang paling dominan.
Hal ini menunjukkan bahwa karakteristik tekstur
memiliki peran penting dalam membantu proses
klasifikasi dan identifikasi objek pada citra medis
(Litjens et al., 2017).

B. Pembahasan Berdasarkan Research Questions
RQ1 : Metode fexture feature extraction apa yang
paling banyak digunakan pada penelitian analisis
citra digital?

Berdasarkan hasil analisis terhadap 45 artikel,
metode berbasis deep learning menjadi pendekatan
yang paling banyak digunakan pada penelitian
terbaru. Metode seperti CNN, Vision Transformer
(ViT), dan metode hybrid mendominasi karena
mampu melakukan ekstraksi fitur otomatis dan
menghasilkan performa tinggi (LeCun et al., 2015;
Liu et al., 2019). Di sisi lain, metode konvensional
seperti GLCM, LBP, dan HOG masih digunakan
karena memiliki kompleksitas komputasi rendah dan
lebih mudah diterapkan pada dataset berukuran kecil
(Humeau-Heurtier, 2019). Distribusi metode fexture
feature extraction ditunjukkan pada Tabel 5.

Tabel 5. Distribusi Metode Texture Feature

Extraction.
Jumlah
Metode Artikel
CNN dan deep learning 16
Metode hybrid 10
GLCM 6
LBP 5
Wavelet transform 4
HOG 2
Vision Transformer (ViT) 2

Berdasarkan Tabel 5, metode berbasis deep
learning mendominasi penelitian texture feature
extraction pada analisis citra digital. Hal tersebut
menunjukkan adanya pergeseran pendekatan
penelitian dari metode konvensional menuju metode
pembelajaran mendalam yang lebih adaptif terhadap
kompleksitas tekstur citra digital (Liu et al., 2019).

RQ2: Bagaimana tren perkembangan penelitian
metode fexture feature extraction berdasarkan
publikasi artikel yang dianalisis?

Hasil analisis menunjukkan bahwa penelitian
awal masih didominasi metode konvensional seperti
GLCM, LBP, dan HOG karena kompleksitas
komputasi yang rendah dan implementasi yang
sederhana  (Humeau-Heurtier, 2019). Namun,
perkembangan  teknologi  kecerdasan  buatan

mendorong pergeseran menuju metode berbasis
deep learning seperti CNN, ViT, dan metode hybrid
yang mampu melakukan ekstraksi fitur otomatis dan
memberikan performa lebih baik pada tekstur
kompleks (LeCun et al., 2015; Liu et al., 2019).
Selain itu, penelitian terbaru mulai mengembangkan
pendekatan berbasis attention mechanism, multi-
scale feature extraction, serta kombinasi metode
konvensional dan  deep  learning  untuk
meningkatkan akurasi dan stabilitas model.

Arah perkembangan penelitian saat ini
cenderung berfokus pada metode yang lebih adaptif,
efisien, dan mampu menangani kompleksitas data
citra digital yang semakin tinggi. Pergeseran menuju
metode berbasis deep learning menunjukkan
meningkatnya kebutuhan terhadap ekstraksi fitur
otomatis (LeCun et al., 2015; Liu et al., 2019).

RQ3: Bidang aplikasi apa yang paling banyak
menerapkan metode texture feature extraction pada
analisis citra digital?

Metode texture feature extraction diterapkan
pada berbagai bidang analisis citra digital, dengan
citra medis sebagai bidang yang paling dominan,
diikuti remote sensing, surface defect detection, dan
image retrieval (Litjens et al., 2017). Dominasi citra
medis menunjukkan bahwa informasi tekstur
berperan penting dalam klasifikasi penyakit, deteksi
tumor, analisis radiologi, dan identifikasi kelainan
jaringan. Pada bidang remote sensing, metode ini
digunakan untuk klasifikasi citra satelit, identifikasi
objek berbasis citra udara, dan analisis lingkungan
(Humeau-Heurtier, 2019). Selain itu, metode fexture
feature extraction juga diterapkan pada surface
defect detection untuk mendeteksi cacat material
industri dan pada image retrieval untuk
meningkatkan ~ pencarian  citra  berdasarkan
karakteristik visual tertentu. Distribusi bidang
aplikasi ditunjukkan pada Gambar 4.

Distribusi Bidang Aplikasi Metode
Texture Feature Extraction
pada Analisis Citra Digital

Jumlah Artikel

6
5
4
44
3

2 4
0
Citra Medis Remote  Surface Defect ~ Image Deteksi Klasifikasi Analisis

Sensing Detection Retrieval Objek CitraUmum  Biometrik

Bidang Aplikasi

Gambar 4. Distribusi Bidang Aplikasi.
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Berdasarkan Gambar 5, bidang citra medis
menjadi domain yang paling dominan dalam
penerapan texture feature extraction. Hal ini
menunjukkan bahwa karakteristik tekstur memiliki
pengaruh besar dalam mendukung analisis dan
pengambilan keputusan pada sistem Dberbasis
kecerdasan buatan (Litjens et al., 2017).

RQ4: Bagaimana performa metode fexture feature
extraction berdasarkan parameter evaluasi yang
digunakan pada penelitian sebelumnya?

Berdasarkan hasil analisis terhadap 45 artikel
penelitian yang diperoleh dari proses seleksi
PRISMA, ditemukan bahwa evaluasi performa
metode texture feature extraction dilakukan
menggunakan beberapa parameter pengukuran yang
berbeda, bergantung pada tujuan penelitian, jenis
dataset, dan domain aplikasi. Parameter evaluasi
yang paling sering digunakan meliputi accuracy,
precision, recall, Fl-score, specificity, AUC, serta
efisiensi komputasi. Hasil analisis menunjukkan
bahwa accuracy menjadi parameter evaluasi yang
paling dominan digunakan pada penelitian texture
feature extraction, khususnya pada penelitian
klasifikasi citra medis, remote sensing, dan deteksi
cacat industri. Hal ini menunjukkan bahwa sebagian
besar penelitian berfokus pada kemampuan metode
dalam membedakan karakteristik tekstur antar kelas
citra secara tepat.

Selain accuracy, beberapa penelitian juga
menggunakan precision, recall, dan F1-score untuk
mengevaluasi kestabilan model klasifikasi, terutama
pada dataset yang memiliki distribusi kelas tidak
seimbang. Pada penelitian berbasis citra medis,
penggunaan metrik evaluasi tambahan seperti
specificity dan sensitivity juga cukup sering
ditemukan untuk mengukur kemampuan sistem
dalam mendeteksi objek abnormal secara lebih
akurat.

Berdasarkan hasil kajian artikel, metode
berbasis deep learning, khususnya Convolutional
Neural Network (CNN), menunjukkan
kecenderungan performa yang lebih  baik
dibandingkan metode konvensional pada citra
dengan kompleksitas tekstur tinggi. Kemampuan
CNN dalam melakukan automatic feature learning
memungkinkan proses ekstraksi fitur berlangsung
tanpa memerlukan perancangan fitur manual,
sehingga menghasilkan representasi tekstur yang
lebih optimal.

Di sisi lain, metode konvensional seperti Gray
Level Co-occurrence Matrix (GLCM) dan Local
Binary Pattern (LBP) masih menunjukkan performa
yang kompetitif pada dataset berukuran kecil hingga
menengah. Metode GLCM diketahui efektif dalam
menangkap hubungan spasial antar piksel,
sedangkan LBP memiliki keunggulan dalam
mendeteksi pola tekstur lokal dengan kompleksitas
komputasi yang lebih rendah.
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Tabel 6. Evaluasi Performa Metode Texture
Feature Extraction.

Parameter
Metode Evaluasi Temuan Performa
Dominan
Baik pada tekstur
Accuracy, terstruktur, sensitif
GLCM Precision terhadap noise dan
pencahayaan
LBP Accuracy, Efektif untuk pola tekstur
Recall lokal dan komputasi ringan
Wavelet- | Accuracy, Mampu menangkap tekstur
based Robustness | multi-skala
CNN/ Accuracy, Performa tinggi pada citra
Deep Fl-score, Kkompleks
Learning | AUC P
Hybrid ‘;igg;??}; ’ Memberikan representasi
Method Recall ’ fitur yang lebih stabil

Berdasarkan hasil evaluasi tersebut, dapat
disimpulkan bahwa metode berbasis CNN dan
hybrid  feature extraction menunjukkan
kecenderungan performa terbaik pada berbagai
penelitian, terutama pada klasifikasi citra dengan
pola tekstur kompleks. Namun demikian, metode
tersebut memerlukan sumber daya komputasi yang
lebih tinggi dan dataset pelatihan dalam jumlah
besar. Oleh karena itu, pemilihan metode texture
feature  extraction perlu mempertimbangkan
karakteristik data, kebutuhan penelitian, serta
kapasitas komputasi yang tersedia.

RQS: Apa saja kelebihan, keterbatasan, dan
research gap dari masing-masing metode texture
feature extraction pada penelitian sebelumnya?

Berdasarkan analisis terhadap 45 artikel,
ditemukan bahwa setiap metode texture feature
extraction memiliki kelebihan dan keterbatasan yang
dipengaruhi oleh jenis citra, kompleksitas tekstur,
ukuran dataset, dan tujuan penelitian. Secara umum,
penelitian menunjukkan adanya pergeseran dari
metode konvensional menuju pendekatan berbasis
deep learning dan metode hybrid untuk
meningkatkan performa ekstraksi fitur (LeCun et al.,
2015; Liu et al., 2019). Metode konvensional seperti
Gray Level Co-occurrence Matrix (GLCM) masih
banyak digunakan karena mampu
merepresentasikan hubungan spasial antar piksel
dengan kompleksitas komputasi rendah. Metode ini
efektif pada citra medis dan tekstur terstruktur, tetapi
sensitif terhadap perubahan pencahayaan, rotasi, dan
noise (Bai et al., 2021). Metode Local Binary
Pattern (LBP) unggul dalam ekstraksi pola tekstur
lokal dengan implementasi sederhana dan efektif
pada dataset kecil hingga menengah. Namun,
metode ini kurang optimal dalam merepresentasikan
hubungan spasial global dan tekstur kompleks (Ojala
et al., 2002).



Jurnal PROSISKO Vol. 13 No. 2 Juli 2026

p-ISSN : 2406-7733
e-ISSN : 2597-9922

Pada Wavelet Transform, metode mampu
menangkap informasi tekstur multi-skala melalui
representasi frekuensi citra dan banyak diterapkan
pada citra medis serta remote sensing. Namun,
efektivitasnya  dipengaruhi oleh  konfigurasi
parameter transformasi sehingga optimasi masih
menjadi tantangan (Humeau-Heurtier, 2019).
Sementara itu, Convolutional Neural Network
(CNN) menjadi metode yang paling dominan pada
penelitian terbaru karena mampu melakukan
automatic feature learning dan menghasilkan
performa lebih baik pada tekstur kompleks. Namun,
CNN membutuhkan dataset besar, waktu pelatihan
lama, dan sumber daya komputasi tinggi (LeCun et
al., 2015; Liu et al., 2019). Selain CNN, beberapa
penelitian mulai menerapkan Vision Transformer
(ViT) dan metode hybrid feature extraction.
Pendekatan Aybrid mengombinasikan metode
konvensional dan  deep  learning  untuk
meningkatkan representasi fitur dan stabilitas model,
meskipun  implementasinya lebih  kompleks
(Humeau-Heurtier, 2019; Liu et al., 2019).
Berdasarkan hasil kajian, keterbatasan yang masih
sering ditemukan meliputi sensitivitas metode
terhadap perubahan pencahayaan dan noise,
tingginya kompleksitas komputasi, serta rendahnya
kemampuan generalisasi model pada dataset yang
berbeda (LeCun et al., 2015; Liu et al., 2019).

Tabel 7. Kelebihan, Keterbatasan, dan Research
Gap Metode Texture Feature Extraction.

Metode Kelebihan Keterbata | Research
san Gap
x:;lg;kap Sensitif Pengemban
hubungan terhadap gan metqde
GLCM | spasial noise, yang lebih
tekstur rotasi, dan | robust
kompu,tasi pencahaya terl}ad_ap.
rendah an variasi citra
Efektif pada Ku@ng .
pola tekstur optimal Integras1
LBP lokal pada multi-scale
imple,men tas tekstur texture
{ sederhana kompleks analysis
dan global
Sensitif
Wavelet Representasi | terhadap Optimasi
Transfor | tekstur konfiguras | parameter
m multi-skala i otomatis
parameter
El(us;rrakm Membutuh | Pengemban
CNN otognatis, l;'ZItlaset lgizrflltweight
Ezr oirr;:: da besar dan model dan
tekgs%ur kpmputas1 efisiensi .
kompleks tinggi komputasi
Vision Representasi Membutuh | Adaptasi
Transfor hubungan kan data pada
mer global fitur pelatihan dataset
(ViT) besar terbatas
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Metode Kelebihan Keterbata | Research
san Gap
Menggabun .
£e Standardisa
. gkan Implement :

Hybrid R si
keunggulan | asilebih

Method . framework
berbagai kompleks ;

hybrid

metode

Hasil analisis menunjukkan bahwa research
gap utama masih berkaitan dengan robustness
terhadap noise dan pencahayaan, keterbatasan
generalisasi model, tingginya kebutuhan komputasi
pada metode deep learning, serta belum adanya
standar dataset dan evaluasi yang seragam antar
penelitian. Selain itu, sebagian besar penelitian
masih berfokus pada domain citra medis schingga
peluang pengembangan pada domain lain masih
terbuka luas (LeCun et al., 2015; Liu et al., 2019).

V. KESIMPULAN DAN SARAN

Kesimpulan

Berdasarkan hasil  Systematic  Literature
Review (SLR) terhadap penclitian mengenai fexture
feature extraction pada analisis citra digital,
diperoleh beberapa kesimpulan sebagai berikut:

1. Metode texture feature extraction mengalami
perkembangan yang signifikan dari pendekatan
konvensional, seperti Gray Level Co-
occurrence Matrix (GLCM), Local Binary
Pattern (LBP), dan Histogram of Oriented
Gradients (HOG), menuju metode berbasis
deep learning, seperti Convolutional Neural
Network (CNN), Vision Transformer (ViT),
attention mechanism, serta metode hybrid yang
menunjukkan peningkatan performa pada
berbagai bidang analisis citra digital.

2. Hasil penelitian menunjukkan bahwa metode
konvensional masih efektif digunakan pada
dataset berukuran kecil dengan kompleksitas
komputasi yang relatif rendah, sedangkan
metode berbasis deep learning memiliki
kemampuan ekstraksi fitur yang lebih baik dan
tingkat akurasi yang lebih tinggi, namun
membutuhkan dataset besar serta sumber daya
komputasi yang tinggi.

3. Bidang penerapan metode texture feature
extraction didominasi oleh citra medis, remote
sensing, deteksi objek, surface defect detection,
dan image retrieval, yang menunjukkan bahwa
ekstraksi fitur tekstur memiliki peran penting
dalam berbagai konteks analisis citra digital.

4. Penelitian ini menemukan beberapa tantangan
utama, seperti sensitivitas terhadap noise,
tingginya kompleksitas komputasi, kebutuhan
dataset dalam jumlah besar, serta belum adanya
standar evaluasi dan dataset yang seragam
sehingga menyulitkan perbandingan performa
antar metode secara objektif.
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5. Penelitian selanjutnya disarankan untuk
mengembangkan pendekatan hybrid,
meningkatkan efisiensi komputasi metode

berbasis deep learning, serta menerapkan
standar evaluasi yang lebih konsisten agar hasil
penelitian dapat dibandingkan secara lebih
komprehensif.

Saran

Berdasarkan hasil penelitian yang telah
dilakukan, pengembangan penelitian selanjutnya
disarankan untuk mengarah pada metode hybrid
yang mengombinasikan pendekatan konvensional,
seperti Gray Level Co-occurrence Matrix (GLCM)
dan Local Binary Pattern (LBP), dengan metode
berbasis deep learning guna meningkatkan performa
ekstraksi  fitur tekstur sekaligus mengurangi
keterbatasan masing-masing metode. Selain itu,
diperlukan pengembangan metode berbasis deep
learning, seperti Convolutional Neural Network
(CNN) dan Vision Transformer (ViT), yang lebih
efisien dalam penggunaan sumber daya komputasi
dan tidak terlalu bergantung pada dataset berukuran
besar.

Penelitian selanjutnya juga diharapkan dapat
menggunakan dataset citra yang lebih beragam dan
terstandarisasi agar evaluasi performa metode
texture feature extraction dapat dilakukan secara
lebih objektif dan konsisten pada berbagai konteks
analisis citra digital. Di samping itu, pengembangan
metode yang lebih robust terhadap noise, perubahan
pencahayaan, dan variasi tekstur perlu diperhatikan
untuk meningkatkan kemampuan generalisasi
model.
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